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机器学习那些事*

＊ 本文译自Communications of the ACM 2012年第10期的“A Few Useful Things to Know About Machine Learning”

一文。

机器学习系统自动地从数据

中学习程序。与手工编程相比，

这非常吸引人。在过去的20年

中，机器学习已经迅速地在计算

机科学等领域普及。机器学习被

用于网络搜索、垃圾邮件过滤、

推荐系统、广告投放、信用评

价、欺诈检测、股票交易和药物

设计等应用。麦肯锡全球研究院

（the McKinsey Global Institute）

最近一份报告指出，机器学习

（又称数据挖掘或者预测分析）

将驱动下一轮创新[15]。现在已经

有几本优秀的机器学习教材书可

以供感兴趣的研究者和实践者使

用（例如米切尔（Mitchell）和维

滕（Witten）等人的教材[16,24]）。

但是，成功使用机器学习所应掌

握的大量“民间知识”并没有出

现在这些教材中。因此，很多机

器学习项目浪费了大量时间，甚
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深入了解所需的“民间知识”可推进机器学习的应用。

至最终也没有得到理想的结果。

其实这些“民间知识”非常容易

理解。本文的目的就是介绍这些

知识。

机器学习有许多不同的类

型，但为了展示方便，本文将

主要介绍其中最常用的类型：

分类。但是，本文所探讨的问

题适用于所有的机器学习类型。

一个分类器（classifier）是一个

系统，系统输入是一个包括若

干离散或连续的特征值（feature 

v a l u e s）的向量，系统输出是

一个离散值，代表分类的类别

（class）。例如，一个垃圾邮件

过滤器会将邮件信息分类到“是

垃圾邮件”和“不是垃圾邮件”

两个类别中。它的输入可以是一

个布尔向量x = (x1,…,x j,…,x d)，

其中如果词典中的第j个词出现在

该邮件中，则x j=1，否则x j=0。

一个学习器将一个训练集（train-

ing set）样例（xi,yi）作为输入，

其中xi = (xi,1,…,xi,d)是观察到的输

入，y i是相应的输出，学习器的

输出是一个分类器。对学习器的

检验就是判断它输出的分类器是

否能够对将来的输入样例x t输出

正确的y t（例如，垃圾邮件过滤

器是否能够将训练时没有见过的

邮件信息正确分类）。

学习=表示+评价+
优化

假设有一个应用，你认为机

器学习有可能在其中发挥作用。

那么，你面临的第一个问题是各

种机器学习算法令人眼花缭乱。

应挑选使用哪一个？现在有成千

上万的机器学习算法，每年还有

成百上千的新算法发表出来。避
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例中出现最多的类别作为该测

试样例的类别。超平面方法会为

每一个类别构造一个特征的线性

组合，并将得分最高的组合所对

应的类别作为预测结果。决策树

方法会在树上的每个内部节点测

试一个特征，每个特征值会对应

一个分支，而不同的叶子节点会

对应不同的类别。算法1展示了

一个极简单的二分类决策树学习

器，其中使用了信息增益（infor-

mation gain）和贪心搜索（greedy 

search）[20]。InfoGain(xj, y)表示特

征x j与类别y之间的互信息（mu-

tual information）。MakeNode(x, 

c0, c1)会返回一个测试特征x的节

免迷失在这么多算法中的关键

是，要认识到这些算法都是由三

个部分组成的，分别是：

表示（Representation）　

一个分类器必须用计算机可以处

理的某种形式语言来表示。反过

来讲，为学习器选择一种表示，

就意味选择一个特定的分类器集

合。学习器可能学出的分类器只

能在这个集合中。这个集合被称

为学习器的假设空间（hypothesis 

space）。如果某个分类器不在该

空间中，它就不可能被该学习器

学到。与此相关的一个问题是如

何表示输入，即使用哪些特征，

本文稍后介绍。

评价（Evaluation）　我

们需要一个评价函数（亦称为目

标函数或打分函数）来判断分类

器的优劣。机器学习算法内部使

用的评价函数和我们希望分类器

进行优化的外部评价函数有所不

同。这是为了便于优化，接下来

会讨论。

优化（Optimization）　

最后，我们需要一个搜索方法，

能够在假设空间中找到评价函数

得分最高的那个分类器。优化技

术的选择对学习器效率至关重

要；而当评价函数有多个最优结

果时，优化技术也有助于从中选

择。初学者通常会采用现成的优

化方法，之后再用定制专门的优

化方法来替代。

表1展示了三个组成部分常

见的例子。例如，对一个测试样

例，k-近邻方法会寻找它的k个

最相似的训练样例，并将这些样

表1　机器学习算法的三个组成部分

表　示 评　价 优　化

基于实例的方法 准确/错误比率 组合优化

　近邻方法 精确率和召回率 　贪心搜索

　支持向量机 平方误差 　柱搜索

超平面方法 似然（likelihood） 　分支界限法

　朴素贝叶斯 后验概率 连续优化

　逻辑斯蒂回归 信息增益 　无约束

决策树方法 K-L距离 　　梯度下降

规则集的方法 成本/效用 　　共轭梯度

　命题规则 利润 　拟牛顿法

　逻辑程序 　有约束

神经网络 　　线性规划

图模型 　　二次规划

　贝叶斯网络

　条件随机场

算法1：LearnDT(TrainSet)

if TrainSet中所有的样例有相同的类别y* then

    return MakeLeaf(y*)

if 不存在特征xj能够满足InfoGain(xj y)>0 then

    y*←TrainSet中最常见的类别

    Return MakeLeaf(y*)

x*←argmax(xj ) InfoGain(xj,y)

TS0←TrainSet中x*=0的样例

TS1←TrainSet中x*=1的样例

Return MakeNode(x*,LearnDT( TS0 ),LearnDT( TS1  ))

表2　决策树算法
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点，该节点以c 0作为x =0时的孩

子节点，以c 1作为x =1时的孩子

节点。

当然，并不是表1中从各列

选出元素的相互组合都同样有意

义。例如，离散表示很自然地与

组合优化相结合；而连续表示则

与连续优化相结合。然而，很多

学习器同时包含离散和连续的部

分。实际上，所有可能的组合也

都快被实现过了。

大部分教科书是以表示为

视角组织内容的。这通常会让人

忽略掉一个事实，即其他部分也

同样重要。虽然对如何在每个部

分做出选择并没有简单的秘诀，

但本文将涉及其中几个重要的问

题。正如我们以后会看到的那

样，机器学习项目中的某些选择

甚至比学习器的选择更加重要。

泛化（General iza 
tion）很重要

机器学习的基本目标是对

训练集合中样例的泛化。这是因

为，不管我们有多少训练数据，

在测试阶段这些数据都不太可能

会重复出现。（注意，如果在词

典中有100000个词，前述垃圾邮

件过滤器将会有种2100000种可能

的不同输入）。在训练集上表现

出色其实很简单（只要记住这些

训练样例即可）。机器学习初学

者最常犯的错误是在训练数据上

误差差别不大。但是对于比较灵

活的分类器（比如决策树），甚

至拥有大量特征的线性分类器，

则训练和测试数据严格分开是非

常必要的。

需要注意的是，将泛化作为

目标给机器学习带来一个有趣的

结果。与其他大部分优化问题不

同，机器学习无法获得希望优化

的那个函数！我们不得不用训练

误差来代替测试误差（作为目标

函数），而这非常危险（如何处

理这个问题稍后会介绍）。从积

极的角度讲，由于这个目标函数

不过是真实目标的替身，我们也

许没有必要完全优化它；而实际

上，通过简单的贪心搜索返回的

局部最优也许比全局最优更好。

仅有数据还不够

将泛化作为目标带来的另

外一个重要结果是，仅有数据

还不够，无论你有多少。考虑

要从100万样例中学习一个包含

100个变量的布尔函数。此时将

有2100-106 个样例的类别是不知

道的1。你如何确定那些样例的

类别呢？在没有更进一步信息的

情况下，除了抛硬币随机猜之外

将束手无策。哲学家大卫·休谟

（David Hume）在200多年前首

次指出这一问题（以某种不同的

形式），但直到今天机器学习中

的很多错误仍是由于没有意识到

做测试，从而产生胜利的错觉。

如果这时将选中的分类器在新

数据上测试，它往往还不如随

机猜测准确。因此，如果你雇

人来训练分类器，一定要自己

保存一些数据，来测试他们给

你的分类器的性能。相反，如

果你被人雇来训练分类器，一

开始就应该将一部分数据取出

来，只用它们来测试你选择的

分类器性能，接下来再在整个

数据上学习你最终的分类器。

你的分类器可能会在不知不

觉中受到测试数据的影响，例如

你可能会使用测试数据来调节参

数并做了很多调节（机器学习算

法有很多参数，算法成功往往源

自对这些参数的精细调节，因此

这是非常值得关注的问题）。当

然，保留一部分数据用于测试会

减少训练数据的数量。这个问题

可以通过交叉验证（cross-valida-

t ion）来解决：将训练数据随机

地等分为若干份（如10份），其

中的每一份均可用作测试，而剩

下的数据用作训练，然后将每个

学习的分类器在它没见过的样例

上进行测试，将测试结果取平均

后，就可用来评价不同参数设置

的性能。

在机器学习研究早期，划分

训练和测试数据的必要性没有受

到广泛重视。部分的原因是，如

果学习器的表示很有限（比如超

平面表示），则训练误差和测试

1  这里2100表示100个布尔变量的所有可能情况的个数，而106表示已经看到的100万样例，因此有2100-106个可能情

况是没有看到过的，因此也不知道它们的类别。
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这一问题造成的。每个学习器都

必须包含一些数据之外的知识

或假设（assumption），才能够

将数据泛化。这一概念被沃尔

伯特（Wolpert）形式化为“没

有免费的午餐”定理。根据该

定理，没有学习器能够比在所

有可能的布尔函数中随机猜测

的结果更优[25]。

这似乎是一个非常让人失望

的消息。那我们还能指望能学到

什么东西吗？幸运的是，在真实

世界中，我们要学习的函数并非

均匀地来自所有可能的函数！实

际上，一些非常泛泛的假设——

比如平滑（smoothness），相似

的样例有相似的类别，有限依

赖，或者有限复杂度——通常足

够起很大作用，这也是机器学

习能够如此成功的重要原因。

如同演绎（deduction）一样，归

纳（induction，正是学习器所做

的）起到知识杠杆的作用——它

将少量的输入知识转化成为大量

的输出知识。归纳是比演绎强大

得多的杠杆，只要求很少的输入

知识就可以产生有用的结果，但

是它终归不能在没有知识的情况

下工作。而且就像任何杠杆一

样，输入越多，我们得到的输出

就越多。

从中可以得到的一个推论

是，选择表示的关键标准之一

是，它比较易于表达什么类型的

知识。例如，如果我们拥有大量

关于在我们的领域是什么造成样

例相似的知识，基于实例的方法

也许就是合适的选择。如果我

们拥有概率依赖的知识，图模

型则比较适合。如果我们拥有

每个类别要求的先决条件的知

识，“I f…T h e n…（如果…那

么…）”规则的表示也许是最

好的选择。在这一点上，最有

用的学习器是那些并非将假设

固化在其中，而是允许我们用

显式规定假设，在大范围改变

假设，并自动将其体现在学习

中（例如采用一阶逻辑 [21]或者

语法[6]）的学习器。

说到这里，学习需要知识，

这并不让人惊讶。机器学习不

是魔术，它无法凭空变出东

西。它所做的是由少变多。编

程就像所有的工程技术那样，

意味着大量的工作，必须从头

开始建造一切。而机器学习更

像是种田，它让大自然做大部

分工作。农夫将种子与肥料混

合种出庄稼。学习器将知识和

数据结合“种出”程序。

过 拟 合 （ O v e r f i t 
ting）有多张面孔

如果我们拥有的知识和数

据并不足以学习出正确的分类

器，将会怎样呢？我们就得冒风

险构建一个分类器（或者其中一

部分），这个分类器并非建立在

现实基础上，而是将数据随机表

现加以解读。这个问题称为过

拟合，它是机器学习中的棘手问

题。当你的学习器输出的分类器

在训练数据上准确率为100%，

而在测试数据上仅有50%的时候

（而本来可以学到一个分类器能

够在两个数据上均达到75%的准

确率），说明这个分类器发生过

拟合了。

机器学习领域的每个人都了

解过拟合，但过拟合会以多种并

不明显的形式出现。一种理解过

拟合的方式是将泛化误差（gen-

eral izat ion error）分解为偏置

（bias）和方差（variance）[9]。

偏置度量了学习器倾向于一直学

习相同错误的程度。方差则度量

了学习器倾向于忽略真实信号、

学习随机事物的程度。图1用朝

板子扔飞镖作为类比进行了直观

说明。一个线性学习器有较高的

偏置，因为当两个类别的交界不

是超平面的时候，这个学习器就

无法进行归纳。决策树就不会有

这个问题，因为它可以表示任意

的布尔函数，但在另一方面，决

策树会面临高方差的问题：在同

一现象所产生的不同训练数据上

学习的决策树往往差异巨大，而

实际上它们应当是相同的。类似

道理也适用于优化方法的选择

上：与贪心搜索相比，柱搜索的

偏置较低，但方差较高，原因是

低方差 高方差

高偏置

低偏置

图1　扔飞镖中的偏置与方差
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身就会开始过拟合[17]。

除了交叉验证以外，还有

很多方法可以避免过拟合。最常

用的方法是对评价函数增加一个

正则项（regularization term）。

这样做可以惩罚那些包含更多结

构的分类器，偏好更小的分类

器，从而降低过拟合的可能性。

另一个方案是在决定是否增加

新的结构时进行诸如卡方测试

（chi-squre）等统计显著性检验

（statistical significance test），

用来决定类别分布是否会因为增

加这个结构而不同。当数据非常

缺乏时，这些技术非常有用。然

而，你应该对那些宣称某项技术

“解决”了过拟合问题的说法持

怀疑态度。我们会很容易在避免

过拟合（或者说“方差”）时，

造成另外一个相反的错误——欠

拟合（underfitting，或者说“偏

置”）。要学习一个完美的分类

器来同时避免过拟合和欠拟合，

事先又没有足够知识，这种情形

下没有任何单一技术能够总是表

现最好（没有免费的午餐）。

对过拟合的一个常见误解

是认为它是由噪音造成的，例如

有些训练样例的标注类别是错误

的。这的确会加剧过拟合，因为

分类器会调整分类面让那些样例

保持在分类器认为正确的一侧。

但是即使没有噪音依然会发生严

重的过拟合。例如，假如我们学

习一个布尔类型分类器，它是训

练数据中所有标为“t rue”的样

例的析取（disjunction）。（换

句话说，这个分类器是一个析取

范式（disjunctive normal form）

的布尔类型公式，其中每一项是

柱搜索会尝试搜索更多的假设。

因此，与直觉相反，一个学习能

力更强的学习器并不见得比学习

能力弱的效果更好。

图2示例说明了这一点2。即

使真正的分类器是一个规则集

合，但根据1000个样例学习的朴

素贝叶斯学习器仍比一个规则学

习器的准确率更高。甚至当朴素

贝叶斯错误地假设分类面是线性

的，也依然如此。这种情形在机

器学习领域很常见：一个强错误

假设比那些弱正确假设更好，这

是因为后者需要更多的数据才能

避免过拟合。

交叉验证可以帮助避免过拟

合，例如通过交叉验证来选择决

策树的最佳大小。但这不能彻底

解决问题，因为假如我们利用交

叉验证做太多的参数选择，它本

图2　即使真正的分类器是一个规则集合，朴素贝叶斯方法仍然可以优于最好的学习器（C4.5规则）
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2  训练样例含有64个布尔类型特征和1个根据一个集合的“如果…那么…”的规则集合计算得到的布尔类型的类

别。图中的曲线是对100次运行结果的平均，每次对应不同的随机产生的规则集合。误差条（error bar）代表两

个标准方差。具体细节请参考论文[10]。



第 8 卷  第11 期  2012 年 11 月

79

某个特定训练样例的所有特征值

的合取（conjunction）。）这个

分类器对所有的训练样例都分类

正确，但对测试样例中的每个正

例都分类错误，不管训练数据是

否有噪音。

多重检验（multiple testing）[13]

问题与过拟合密切相关。标准的

统计检验中只有一个假设被检

验，而现代学习器在结束学习前

会轻易地检验上百万个假设。因

此，那些看上去很显著的结论实

际并不如此。例如，一个连续十

年跑赢市场的共同基金（mutual 

fund）看上去很引人注目。但当

你发现，如果有1000家基金，

每家都有50%的概率在某年跑赢

市场，在这种情况下，极有可能

会有一家基金能够凭侥幸而连续

10次都跑赢市场。这个问题可以

通过在显著性检验中将假设的个

数考虑进去来解决，但这样也会

导致欠拟合。更好的途径是控制

错误接受的非零假设（non-null 

hypotheses）的比率，该方法通

常被称为错误发现率（false dis-

covery rate）方法[3]。

直觉不适用于高维
空间

机器学习中紧接过拟合之后

的最大问题就是维度灾难（curse 

of dimensionality）。这一概念

是由贝尔曼（Bellman）在1961

年首先提出的，用来描述以下事

实：许多在低维空间表现很好的

算法，当输入是高维度的时候，

就变得计算不可行（intractable）

了。但在机器学习领域，这有更

多的意义。随着样例维度（即特

征数目）的增长，正确泛化的难

度会以指数级增加，原因是同等

规模的训练集只能覆盖越来越少

的输入空间比例。即使对于中等

大小的100维布尔空间，一个包

含1万亿样例的大型数据集合也

只能覆盖输入空间的10-18左右3  。

这体现了机器学习存在的必要

性，也是它的难点所在。

更严格地讲，机器学习算

法所（显式或隐式）依赖的基于

相似度的推理在高维空间不再有

效。现在考虑一个采用汉明距离

（hamming distance）作为相似度

度量的最近邻分类器，并设定样

例的分类类别是x 1∧x 2。如果没

有其他特征，这是一个很容易的

问题。但是当增加98个不相关的

特征x 3,…,x 100的时候，来自这些

特征的噪音会淹没来自x 1和x 2的

信号，导致所找到的最近邻相当

于做出随机预测。

更多的困扰是，即使所有的

100个特征都是相关的，最近邻

方法依然会有问题。这是因为在

高维空间所有的样例都变得很相

似。例如，假设所有样例分布在

规则的网格上，现在考虑一个测

试样例x t。如果网格是d-维的，

会有个2d个x t最近邻样例与x t的

距离相等。因此，随着维数的增

加，越来越多的样例会变成x t的

最近邻，以致最后最近邻的选择

实际上变成随机的（类别选择也

因此变成随机的）。

这只是高维空间上更广泛问

题的一个实例。我们的来自三维

世界的直觉在高维空间通常并不

奏效。在高维空间，多元高斯分

布（multivariate Gaussian distri-

bution）的大部分质量（mass）

并不分布在均值附近，而是在逐

渐远离均值的一层“壳”上；打

个比方，一个高维的橘子的大部

分质量不在瓤上，而是在皮上。

如果数量一定的样例均匀分布在

一个（维数不断增加的）高维的

超立方体中，那么超出某个维数

后，大部分样例与超立方体的某

一面的距离要小于与它们最近邻

的距离。如果我们在超立方体中

内接一个超球面，那么超立方体

的几乎所有质量都会分布在超球

面之外。这对机器学习是一个坏

消息，因为机器学习常常用一种

类型的形状来近似另一种类型的

形状。

在二维或三维空间构建分

类器很简单，我们可以仅通过肉

眼观察发现不同类别样例的分界

线（甚至可以说，假如人们有在

高维空间中观察的能力，机器学

习就没有存在的必要了）。但是

在高维空间中很难理解正在发生

什么。因此也就很难设计一个好

的分类器。人们也许会天真地认

为收集更多的特征永远不会有什

3 这里作者指的是输入为布尔量时的情形。
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么坏处，因为最坏的情况也不过

是没有提供关于类别的新信息而

已。但实际上这样做的好处可能

要远小于维度灾难带来的问题。

幸运的是，有一个效应可以

在一定程度上抵消维度灾难，那

就是所谓的“非均匀性的祝福”

（blessing of nonuniformity）。

在大多数应用中，样例在空间

中并非均匀分布，而是集中在一

个低维流形（manifold）上面或

附近。例如在手写体数字识别任

务中，即使数字图片的每个像素

都单独作为一个特征，近邻方法

在该任务上表现依然良好，这是

因为数字图片的空间要远小于整

个可能的空间。学习器可以隐式

地充分利用这个有效的更低维空

间，也可以显式地进行降维（例

如特南鲍姆（Tenenbaum）的工

作[22]）。

理论保证（Theore 
tical Guarantees）
与看上去的不一样

机 器 学 习 论 文 充 满 了 理

论保证。最常见的类型是能保

证泛化所需样例数目的边界

（bound）。你应当如何理解这

些保证呢？首先，需要注意的是

它们是否可行。归纳与演绎相

反：在演绎中你可以保证结论是

对的；在归纳中就难说了。这是

很多世纪以来的普遍共识。最近

几十年的一个重要进展是我们认

识到可以有归纳结果正确性的保

证，特别是如果我们愿意接受概

率保证。

基本论证非常简单 [ 5 ]。如

果一个分类器的真实错误率

（true error rate）大于ε，我们

称该分类器是坏的。那么一个

坏分类器在n 个随机独立训练样

例上都保持正确的概率小于 。

设b是学习器的假设空间H中坏

分类器的个数，其中至少有一

个分类器能保持正确的概率小

于b ( 1 - ε ) n，即所谓“一致限

（union bound）”。假设学习

器返回的都是保持正确的分类

器，那么这个分类器是坏的概率

小于|H | ( 1 -ε) n，这里我们利用

了b≤|H |这个事实。所以，如果

我们希望这个概率小于δ的充

分条件是使n >1 /ε( l n |H |+ l n1 /

δ )≥ln(δ / |H |)/ ln(1-ε)   4。

不幸的是，对这类保证得

十分小心。这是因为通过这种

方式获得的边界往往非常松散

（loose）。这种边界的突出优点

是所要求的样例数目只随 |H |和

1/δ呈对数增长。但遗憾的是，

大多数假设空间是随着特征数目

呈双指数级增长的，这就要求我

们提供的样例数目d 也随着呈指

数增长。例如，考虑包含d 个布

尔变量的布尔类型函数空间。如

果有e 个可能不同的样例，就会

有2e个可能不同的函数。因此，

由于有2d个可能的样例，函数总

数达到个22d
。即使对“仅仅”为

指数级的假设空间，这个边界仍

然很松，因为一致限非常保守。

例如，如果有100个布尔特征，

假设空间是层数最多为10的决策

树，为了保证δ=ε=1%，我们

需要50万个样例。但实际上，只

需要其中的一小部分数据就足以

精确学习了。

而且，我们必须留意边界所

包含的意义。例如，边界并不意

味着，假如你的学习器返回了一

个在某个特定训练集上保持正确

的假设，这个假设就可能实现了

泛化。边界的意思是，给定一个

足够大的训练集，告诉你在很大

的概率上你的学习器会返回一个

成功泛化的假设，还是无法找到

一个保持正确的假设。这个边界

也无法告诉我们如何选择好的假

设空间。它只能告诉我们，如果

这个假设空间包含真实分类器，

那么学习器输出一个坏分类器的

概率随着训练数据规模的增长而

降低。如果我们缩小假设空间，

边界就会得到改善，但是空间包

含真实分类器的几率也降低了

（在真实分类器不在假设空间中

的情况下也会有边界，以上讨论

同样适用）。

另一类常用理论保证是渐

进（asymptotic）：给定无穷数

据，学习器将保证输出正确的

分类器。这个保证让人欣慰，

但如果只是因为有渐进保证而

选择一个分类器则是非常草率

4  原文公式有误，根据参考文献[5]应为该公式。
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的。在实践中，我们很少处于

渐进状态（或称为渐进态（a s-

y m p t o p i a））。而且，由于我

们前面探讨过的偏置-方差的权

衡（trade-off），如果对无穷数

据，学习器A比学习器B好，那

么在有限数据的情况下B通常比

A好。

机器学习中理论保证的主

要作用并不是在实践中作为决策

的标准，而是在算法设计中作为

理解和驱动的来源。在这方面，

它们作用巨大；实际上，理论与

实践的紧密结合是机器学习在过

去几年中取得重大进展的重要原

因。但是使用者需要谨慎：学习

是一个复杂现象，因为一个学习

器既有理论证明又有实际应用，

而前者并未成为后者的依据。

特征工程（Feature 
Engineering）是关键

在考虑所有情况之后，有的

机器学习项目成功了而有的则失

败了。这是什么原因造成的呢？

无疑最重要的因素是所利用的特

征。如果你有很多与类别非常相

关的独立特征，学习起来很容

易。但另一方面，如果特征与类

别的关系非常复杂，你就不一定

能够学到它了。通常原始数据不

能直接拿来学习，你需要从中构

建特征。这是机器学习项目的主

要工作。这通常也是最有趣的部

分，在这里直觉、创造性和魔法

与技术一样都很重要。

初学者往往惊讶于机器学习

项目中真正用于机器学习的时间

是如此之少。但假如你考虑到对

数据的收集、整合、清理和预处

理是多么费时，以及特征设计需

要经历多少试验和错误，就会理

解这个过程了。还有，机器学习

无法做到一次性就能完成构建数

据集合和运行学习器，它是一个

反复迭代的过程，包括运行学习

器，分析结果，修改数据和/或学

习器等，不断重复。学习往往是

这其中最快完成的部分，原因在

于我们已经非常精通它了！特征

工程更加困难，原因是它是领域

相关（domain-specific）的，而

学习器则很大程度是通用的。不

过，两者并没有明确界限，这也

是最有用的学习器往往是那些有

助于融入领域知识的学习器的原

因之一。

当然，机器学习的一个终极

目标就是将特征工程过程越来越

多地自动化。现在经常采用的一

种方式是先自动产生大量的候选

特征，然后根据它们与分类类别

的信息增益等方法来选取最好的

特征。但需要牢记在心的是，特

征独立地看也许与分类无关，但

组合起来也许就相关了。例如，

如果分类类别是取个输入k 个特

征的“X O R（异或）”，那么

每个特征单独看都与分类没有关

系（如果你想给机器学习找点乱

子，就祭出XOR来吧）。但是，

运行包含大量特征的学习器来寻

找有用的特征组合太耗时，也容

易导致过拟合。因此，归根到底

你仍需责无旁贷地介入特征工程

的工作。

更多的数据胜过更
聪明的算法

假设你已经尽你所能构建

了最好的特征集合，但分类器的

效果仍不够好，这时候应该怎么

办呢？有两个主要选择：设计

更好的学习算法，或者收集更多

数据（包括更多的样例和不致造

成维度灾难的更多可能的原始特

征）。机器学习研究者更关注前

者，但从实用角度来看，最快捷

的方法是收集更多数据。作为一

条经验，有大量数据的笨算法

要胜过数据量较少的聪明算法。

（毕竟，机器学习就是研究如何

让数据发挥作用的。）

然而这带来了另外一个问

题：可扩展性（scalabil i ty）。

在绝大多数计算机科学问题中，

两个主要资源是有限的——时

间和内存。而在机器学习中，还

有第三个：训练数据。其中哪一

个资源会成为瓶颈是随着时间变

化而不断变化的。在20世纪80年

代，瓶颈是数据。现在的瓶颈则

是时间。我们有海量数据，但没

有足够的时间处理它们，只能弃

之不用。这就造成一个悖论：即

使理论上说，更多数据意味着我

们可以学习更复杂的分类器，但

在实践中由于复杂分类器需要更

多的学习时间，我们只能选用更

简单的分类器。一个解决方案是

对复杂分类器提出快速学习算

法，在这个方向上已经有了一些
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引人注目的进展（例如赫尔滕

（Hulten）和多明戈斯（Domin-

gos）的工作[11]）。

采用更聪明的算法得到的回

报比预期要少，一部分原因是，

机器学习的工作机制基本上是相

同的。这个论断也许让你吃惊，

特别是当你想到诸如规则集与神

经网络之间差异巨大的表示方法

的时候。但实际上，命题规则的

确可以轻易地表示成神经网络，

其他表示之间也有类似的关系。

本质上所有的学习器都是将临近

的样例归类到同一个类别中；关

键的不同之处在于“临近”的意

义。对于非均匀分布的数据，

不同的学习器可以产生迥乎不

同的分类边界，同时仍能在关

心的领域（即那些有大量训练

样例、测试样例也会有很大概

率出现的领域）保证得到相同

的预测结果。这也有助于解释

为什么能力强的学习器虽然不

稳定却仍然很精确。图3在二维

空间展示了这一点，在高维空

间这个效应会更强。

作为一条规则，首先尝试最

简单的学习器总是有好处的（例

如应该在逻辑斯蒂回归之前先尝

试朴素贝叶斯，在支持向量机之

前先尝试近邻）。更复杂的分类

器固然诱人，但它们通常比较难

驾驭，原因包括我们需要调节更

多的参数才能得到好的结果，以

及它们的内部机制更不透明。

学习器可以分为两大类：一

类的表示是大小不变的，比如线

性分类器；另一类的表示会随着

数据而增长，比如决策树。（后

者有时候会被称为非参数化学习

器（nonparametric learners），

但不幸的是，它们通常需要比参

数化学习器学习更多的参数。）

数据超过一定数量后，大小不变

的学习器就不能再从中获益。

（注意图2中朴素贝叶斯的准确

率是如何逼近大约70%的。）而

如果有足够的数据，大小可变的

学习器理论上可以学习任何函

数，但实际上却无法做到。这主

要是受到算法（例如贪心搜索会

陷入局部最优）和计算复杂度的

限制。而且，由于维度灾难，再

多的数据也不会够。正是由于这

些原因，只要你努力，聪明的算

法——那些充分利用已有数据和

计算资源的算法——最后总能取

得成功。在设计学习器和学习分

类器之间并没有明显的界限；因

为任何知识要么可以被编码进学

习器，要么可以从数据中学到。

所以，机器学习项目通常会有学

习器设计这一重要部分，机器学

习实践者应当在这方面积累一些

专门知识[12]。

终极而言，最大的瓶颈既不

是数据，也不是CPU速度，而是

人力。在研究论文中，学习器一

般都在准确率和计算复杂度方面

进行比较。但更重要的是节省的

人力和得到的知识，虽然这些更

难度量。这使那些产生人类可理

解的输出的学习器（比如规则集

合）更为受到青睐。机器学习成

果最丰硕的，是那些建立了机器

学习的基本条件，能够便捷地在

多个学习器、数据来源和学习问

题上方便有效地开展实验，并实

现机器学习专家与领域专家的密

切合作的组织。

要学习很多模型，
而不仅仅是一个

在机器学习早期，每个人都

有一个最喜欢的学习器，并由于

一些先入为主的原因坚信它的优

越性。人们花费大部分精力来尝

试它的各种变种，从中选择最好

的那个。后来，系统的实验比较

表明在不同应用上的最佳学习器

并不相同，因此开始出现包含多

种学习器的系统。这时，人们尝

试不同学习器的各种变种，仍然

只是找出其中表现最好的那个。

后来研究者注意到，如果不是只

选最好的那个，而是将多个学习

器结合，结果会更好——通常是

好得多——而这只需要花费人们

很少的精力。

现在建立模型集成（model 

ensembles）已经实现标准化[1]。

最简单的集成技术是bagging（装

朴素贝叶斯

K近邻

决策树

SVM

图3　非常不同的分类边界会产
生类似的预测（+和-表示两类训
练样例）
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袋）方法，该方法通过重采样

（resampling）随机产生若干个

不同的训练集，在每个集合上

训练一个分类器，然后用投票

（voting）的方式将结果合并。

该方法比较有效，原因是它在轻

度增加偏置的同时，极大地降

低了方差。在boosting（强化提

升）方法中，每个训练样例都有

权重，权重会不断变化，每次训

练新分类器的时候都集中在那

些分类器之前倾向于分错的样

例上。在stacking（堆叠）方法

中，每个单独分类器的输出会作

为更高层分类器的输入，更高层

分类器可以判断如何更好地合并

这些来自低层的输出。

此外，还有很多其他技术，

现在的趋势是越来越大型的集

成。在Netflix大奖赛中，来自世

界各地的团队竞争建立最好的视

频推荐系统（http://netflixprize.

com）。随着竞赛的开展，团队

们开始发现与其他团队合并学习

器会取得最好的结果，因此团队

开始合并，越来越大。竞赛的第

一名和第二名团队都合并了超过

100个学习器，将这两者集成后

又进一步提升了效果。毫无疑

问，未来我们会看到更大的集成

学习器。

模型集成不应与贝叶斯模

型平均（bayesian model averag-

ing，BMA）混淆，后者是学习

的一种理论最优化方法[4]。在贝

叶斯模型平均方法中，对新样例

的预测是对假设空间中的所有分

类器的预测取平均得到的，每个

分类器会根据它解释训练数据的

能力和我们对它的先验信任度而

有不同的权重。虽然模型集成与

贝叶斯模型平均方法表面上很相

似，它们其实非常不同。集成方

法改变了假设空间（例如从单独

的决策树变成了决策树的线性组

合），而且可以采用多种多样的

形式。贝叶斯模型平均方法只是

根据某个准则对原始空间的假设

赋予不同的权重。贝叶斯模型

平均方法的权重与bagging或者

boosting等集成方法产生的权重

非常不同。后者很平均，而前者

波动很大，甚至出现某个权重最

大的分类器占据统治地位的情

况，导致贝叶斯模型平均方法实

际上等同于直接选择这个权重最

大的分类器[8]。一个实际的后果

是，模型集成已经成为机器学习

工具的重要组成部分，而贝叶斯

模型平均方法则少有人问津。

简单并不意味着准确

著名的奥坎姆剃刀（occam’s 

razor）原理称：若无必要，勿增

实体（entities should not be multi-

plied beyond necessity）。在机器

学习中，这经常被用来表示成：

对于有相同训练误差的两个分类

器，比较简单的那个更可能有较

低的测试误差。关于这个断言的

证明经常出现在文献中，但实际

上对此有很多反例，而且“没有

免费的午餐”定理也暗示了这个

断言并不正确。

我们前面已经看到了一个

反例：模型集成。集成模型的泛

化误差会一直随着增加新的分类

器而改进，甚至可以优于训练误

差。另一个反例是支持向量机，

它实际上可以有无限个参数而不

至于过拟合。而与之相反，函数

可以将轴上任意数量、任意分类

的数据点划分开，即使它只有1

个参数[23]。因此，与直觉相反，

在模型参数的数量和过拟合之间

并无直接联系。

一个更成熟的认识是将复

杂度等同于假设空间的大小。

这是基于以下事实：更小的假设

空间允许用更短的代码表示假

设。那么“理论保证”一节中的

边界就暗示了，更短的假设可以

泛化得更好。这还可以进一步改

善为，为有先验偏好的空间中的

假设分配更短的代码。但如果将

此看作是准确（accuracy）和简

单（simplicity）之间权衡的“证

明”，那就变成循环论证了——

我们将所偏好的假设设计得更加

简单，而如果结果是准确的是因

为我们的偏好是准确的，而不是

因为这些假设在我们选择的表示

方法中是“简单的”。

问题的复杂性还来自这样

一个因素：几乎没有学习器能穷

尽搜索整个假设空间。一个在较

大的假设空间搜索较少假设的学

习器，比一个在较小空间中搜索

较多假设的学习器更不容易过拟

合。正如珀尔（Pea r l） [18]指出

的，假设空间的大小只是对对确

定影响训练误差和测试误差的关

键因素有初步的指导意义。
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多明戈斯[7]调研了机器学习

中奥坎姆剃刀原理问题的主要论

证和论据。结论是，应当先选择

简单假设，这是因为简单本身就

是一个优点，而不是因为所假设

的与准确率有什么联系。这也许

正是奥坎姆最初想表达的意思。

可表示并不意味着
可学习

从本质上讲，用于大小可变

的学习器的所有表示都有其形式

为“每个函数都可以表达为或以

无限接近的方式近似表达为××

表示”的定理与之伴随。正因为

如此，某种表示方法的拥趸往往

会忽略其他方法。但是，仅仅因

为一个函数可以被表示，并不意

味着它是可被学习的。例如，标

准的决策树学习器无法学习出比

训练样例更多的叶子节点。在

连续空间中，用一个固定的基

元（primit ives）族来表示哪怕

很简单的函数，也常常要由无限

多项组成。更进一步，如果假设

空间有许多评价函数的局部最优

点，正如经常发生的那样，学习

器可能根本无法找到这个真正的

函数，即使它是可表示的。给定

有限数据、时间和内存，标准学

习器只能学到所有可能函数中很

有限的子集。这个子集会随着表

示方法的不同而不同。因此，关

键问题不是“它是否可表示？”

（这个问题的答案通常无关紧

要），而是“它是否可以被学

习？”这值得我们尝试不同的学

习器（或者它们的组合）来寻找

答案。

对某些函数来讲，一些表

示方法会比其他方法更加精简，

从而只需要更少的数据来学习那

些函数。很多学习器的工作机制

是将简单的基函数（basis func-

t ion）进行线性组合。例如，支

持向量机就形成了集中在某些训

练样例（也就是那些支持向量）

上的核（kernels）的组合。如果

用这种组合方法来表示n个比特

的奇偶性（par i ty），将需要2n

个基函数。但如果采用多层表示

（也就是说在输入和输出之间存

在多步），奇偶性就可以用一个

线性规模的分类器表示。探索这

种深层表示的学习方法是机器学

习的主要研究前沿之一[2]。

相关并不意味着因果

相关不意味着因果，这一点

经常被提起，好像在这儿已经不

值得再加赘述了。但是，即使我

们讨论的这些学习器只能学习到

相关性，它们的结果也经常被作

为因果关系来对待。这样做错了

么？如果是错的，为什么人们还

这样做呢？

更多时候，人们学习预测模

型的目标是作为行动指南。如果

我们发现超市里的啤酒和尿布经

常被一起购买，那将啤酒放在尿

布旁边将会提高销售量。（这是

数据挖掘领域的著名例子。）但

除非真的做实验，不然很难发现

这一点。机器学习通常应用于观

测（observational）数据，在观

测数据中预测变量并不在学习器

的控制之下，这与实验（experi-

mental）数据相反，后者的预测

变量在控制范围内。一些学习算

法其实有潜力做到从观测数据发

现因果信息，但它们的可用性比

较差[19]。而另一方面，相关性是

因果关系的标志，我们可以将其

作为进一步考察的指南（例如试

图理解因果链可能是什么样）。

很多研究者相信因果只是

一种为了方便而杜撰的概念。例

如，在物理定律中并没有因果的

概念。因果是否真的存在是一

个深奥的哲学问题，现在并没有

一个确定的答案。但对于机器学

习有两个实用的要点。首先，

无论我们是否称它们为“因果关

系”，我们都希望能预测我们行

动的效果，而不仅仅是观测变量

之间的相关性；其次，如果你能

够获取到实验数据（例如能够随

机分配访问者到一个网站的不同

版本），那么务必尽量获取[14]。

结论

就像其他任何一个学科那

样，机器学习拥有的很多“民

间智慧”并不是那么容易就能

了解到，但这些知识对于成功

运用机器学习至关重要。这篇文

章总结了其中最主要的几条知

识。当然这只是对机器学习的传

统学习内容的补充。读者可以

参加一个有完整内容的机器学

习在线课程，其中融合了正式
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